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Loeng 9. Analüüsid diskreetsete muutujatega

Kirjutas Toomas Tammaru märtsis 2002, sätistatud 2003 – 2015, konsultant Ants Kaasik

Jutt sellistest muutujatest, mille väärtusi leiame loendamise, mitte mõõtmise teel. Kui sõltuv muutuja on sellist tüüpi, siis tuleb hoolega vältida algajatel sageli esinevat viga andmestikku jõuga allutada pidevate muutujate analüüsimiseks ette nähtud meetoditele. Diskreetsete (kategooriliste)  muutujate analüüsimiseks on oma meetodid, neist siis nüüd räägimegi.

Sagedustabel tekib olukorras, kus jagame miskeid objekte klassidesse. Nii võime 345 püütud looma jagada emasteks ja isasteks, tulemuseks võib olla järgmine sagedustabel

	emaseid
	isaseid

	214
	131


Selline sagedustabel on ühemõõtmeline, st loomi on jagatud vaid ühe tunnuse alusel. Tegemist on siin kahe klassiga, klasse võib mõistagi olla rohkem ja see ei mõjuta mõõtmelisust.


Ühemõõtmelise sagedustabeli puhul on võimalik testida klasside arvukuse suhte erinemist miskist etteantud suhtest, suhe 1:1 tuleb mõistagi esimesena meelde ja sageli ette. Ehk siis ülaltoodud näites saame testida, kas püütud valim annab alust arvata, et isaseid ja emaseid pole üldkogumis ühepalju. Selliste ülesannete lahendamiseks on välja mõeldud (2 (hii-ruut, chi-square) test. Test arvutab etteantud suhtest hälbimise ulatust iseloomustava statistiku hii-ruudu ja selle järgi vastava p-väärtuse. Vaikimisi võrreldakse leitud suhet suhtega 1:1 ja antud näites  on tulemuseks ((2 =  19,9; p<0,0001), ehk siis nagu arvata võis, on nii suure emaste enamusega valimi saamine puhtjuhuslikult äärmiselt vähe tõenäone, ju siis äärmiselt tõenäoliselt erineb sugude suhe 1:1-st ka üldkogumis. Hii-ruut testiga on võimalik testida erinevusi ka muusugustest etteantud suhetest ja antud näite puhul pole näiteks erinevus suhtest 0,6:0,4 statistiliselt oluline ( (2 = 0,59; p = 0,44). 


Asi läheb huvitavamaks siis, kui sagedustabel on kahemõõtmeline, st püütud loomi on klassifitseeritud korraga mitme tunnuse alusel, olgu siis peale soo veel musti ja valgeid loomi

	
	emaseid
	isaseid

	musti
	59
	103

	valgeid
	155
	28


Sellisest tabelist saab ju uurida, kas värvus on seotud sooga - ehk siis kas miskist soost loomal on tõenäosem olla miskit värvi. Enne selle uurimist aga vaatame, mida täpsemalt tähendab, et ei ole. Selleks arvutame äärejaotused (marginal distributions, vaatluste arvude summad nii veergude kui ridade lõikes). Asendame nii äärejaotused kui ka iga lahtri sagedused vastavate suhtarvudega (protsentidega):

	
	emaseid
	isaseid
	

	musti
	59
	103
	162 (0.470)

	valgeid
	155
	28
	183 (0.530)

	
	214 (0.624)
	131 (0.376)
	


Ehk siis musti on 47,0% ja emaseid on 62,4%.  

Nii, kahe muutuja vahelise seose puudumisest annab tunnistust selline tabel, kus lahtrite sagedused (osatähtustena, 1=100%) on leitavad vastavate rea ja veeru sageduste korrutisena, vat nii:

	
	emaseid
	isaseid
	

	musti
	0,293 
	0,177
	0,470

	valgeid
	0,331 
	0,199
	0,530

	
	0,624
	0,376
	


Ehk siis kui värv ja sugu omavahel seotud pole, siis peaks musti emaseid olema 0,47*0,624=0,293 (29,3%).  On ju nii, et soo ja värvi vahelise seose puudumisel peaks emaste hulgas olema musti sama osatähtsusega kui kogu valimis. 

Ja nüüd sama tabel absoluutarvudes (lihtsalt need murdarvulised sagedused on korrutatud valimi suurusega 345):

	
	emaseid
	isaseid
	

	musti
	101
	61
	162

	valgeid
	113
	70
	183

	
	214
	131
	


ehk see on siis samade äärejaotustega tabel kui see ülaltoodud “reaalne”, kuid siis selline, kus assotsiatsiooni ei ole. 


Siin tabelis on  siis oodatavad (teoreetilised) sagedused (expected frequencies), ehk siis mida oleks samade äärejaotuste korral oodata, kui seost poleks. Ehk siis musti emaseid peaks seose puudumisel 345 looma hulgas oodatavalt olema 0,293*345=101 tükki. Sellist tabelit nimetatakse homogeenseks ja sellisel puhul pole muutujate vahel assotsiatsiooni (NB ära räägi siin korrelatsioonist, korrelatsioonid on pidevate muutujate vahel).


Homogeensusest hälbimist võib iseloomustada suurusega odds ratio (riskide suhe), vat nii selle reaalse tabeli puhuks:


(59/103)/(155/28)=0,57/5,54=0,103, ehk siis musta ‘risk’ olla emane on palju väiksem kui valge oma.


- ja pane tähele, et on ükskõik, kumba pidi asja vaadata (musta riski olla emane või emase riski olla must), sest ju


(a/b)/(c/d)=(a/c)/(b/d)=(a*d)/(b*c)

Seose puudumise ehk homogeensuse korral odds ratio siis oleks ühega võrdne, ehk siis sugude jaotus ei sõltuks värvist ehk värvide jaotus ei sõltuks soost - ükskõik kumba pidi öelda. Ühe arvuga saab seda homogeensusest hälbimist iseloomustada muidugi vaid 2x2 tabeli puhul, keerulisemate tabelite jaoks on keerulisemaid statistikuid olemas.


Muutujate vahelise assotsiatsiooni statistilist olulisust saab jällegi uurida hii-ruut-testiga. Kahemõõtmelise sagedustabeli puhul küsib siis hii-ruut-test (ja tema variatsioonid), kas reaalse tabeli erinevus eespool äärejaotuste põhjal arvutatud homogeensest tabelist on juhusega seletatav või mitte. Seega minnakse võrdlema reaalset sagedusjaotust mitte enam miski etteantud suhtega, vaid selle eelpool seletatud oodatava sagedusjaotusega. Seega siis teeb hii-ruut-test ühe- ja kahemõõtmelise tabeli puhul vaikimisi eri asja.  Ühemõõtmelise tabeli puhul uuriti siis, kas suhe erineb 1:1-st, kahemõõtmelise puhul siis seda, kas reaalne jaotus erineb sellest, mis on oodatav antud äärejaotuste korral ja assotsiatsiooni puudumisel.


Ülal esitatud tabeli puhul leiab hii-ruut-test ootuspäraselt statistiliselt olulise assotsiatsiooni värvi ja soo vahel ((2 =  85,0; p<0,0001). 

Igaks juhuks pane veel tähele, et tabel, kus assotsiatsioon puudub, ei pea loomulikult sugugi olema selline, kus kõigis lahtrites on võrdsed arvud,

	200
	100
	st ka sellises tabelis pole assotsiatsiooni, on ju tõenäosus olla must soost sõltumatu ja tõenäosus olla isane värvist sõltumatu.

	 50
	25
	


Hii-ruut-testi eeldusteks on, et ühegi lahtri oodatav sagedus ei oleks alla ühe ja selliseid lahtreid, mille oodatav sagedus oleks alla viie, ei tohi olla üle 20%, st 2x2 tabeli puhul ei tohi ühtegi olla. Pane hästi tähele, et jutt on oodatavatest sagedustest, mitte reaalsetest, st tabeli 

	
	emaseid
	isaseid

	musti
	100
	100

	valgeid
	100
	1


analüüsimisel pole häda midagi, sest oodatav sagedus (vt eespool arvutamist) seal all paremal lahtris oleks 34. See, et reaalne sagedus on vaid 1, ei tähenda midagi.

Seevastu tabel

	
	emaseid
	isaseid

	musti
	100
	2

	valgeid
	2
	1


ei täida hii-ruut-testi rakendamise eeldusi, sest olemasolevate äärejaotuste korral peaks valgete isaste oodatav sagedus olema alla ühe.


Nende eelduste rikutud olemise suhtes veidi vähem tundlik on üsna analoogiline G-test (log-likelihood), üldse pole tundlik Fisheri test. Siiski siiski, Fisheri testi kasutamisele on väga piiravad eeldused - nimelt peavad  äärejaotused (kõigi ridade ja veergude summad) olema katse tegija poolt kontrollitavad, nii on see näiteks olukorras, kus kindel hulk erivärvi loomi lastakse omavahel paarituma ja fikseeritakse tekkinud paaride sagedused:

	
	emane must
	emane valge

	isane must
	24
	8

	isane valge
	12
	16



Siin on äärejaotused juba enne katset teada (et palju mis värvi isaseid ja palju mis värvi emaseid), eeldusel, et kõik lahti lastud loomad endale ka paarilise leiavad. Näitetabeli andmetest võib järeldada, et paaride moodustumine ei ole loomade värvist sõltumatu (p=0,0173 – siin vist erandolukorrana ei saa esitada miskit statistikut – p on arvutatav otse andmetest vastava valemi põhjal). 

Fisheri testi ei tohi seega rakendada ka täpselt samade andmete puhul olukorras, kus need paarid moodustavad juhuslikult leitud valimi paljudest seal metsas olnud paaridest: äärejaotusi teame pärast valimi võtmist, mitte enne seda, ehk siis valimiviga on ka äärejaotustes. Või täpsemalt – tohib küll, sest sel puhul saame küll arvuliselt vale, aga pigem konservatiivse tulemuse: kui Fisheri test seose leiab, siis küll ta seal ka olemas on. Seega “ebaausalt liiga head” tulemust me ei saa.

Fisheri test on rakendatav vaid 2x2 tabelis, selle keerulisemad üldistused ka suuremate tabelite puhul. Lisaks on välja mõeldud ka Barnardi test, mis eeldab vaid ühe äärejaotuse fikseeritust, teise oma mitte. Lahendusi väheste vaatluste arvuga sagedustabelite (siis selliste, kus hii-ruut-testi kasutada ei saa) on teisigi: kellele oluline, uurigu järgi.

Sagedustabel võib muidugi olla kuitahes mitme mõõtmeline. Nii on see kolmemõõtmeline näiteks olukorras, kus isaste ja emaste parasiteeritud olemist või mitte on uuritud kahel eri aastal, selline pole siis enam lamedalt paberi peal esitatav, tegu oleks risttahukaga. Ka sellisele tabelile võib hii-ruuduga peale minna, aga tulemuseks saame vaid ühe arvu - mis iseloomustab siis selle tabeli homogeenust või mittehomogeensust (et kas mingigi assotsiatsioon on või mitte)  - ja kogu lugu. Selline info pole meile enamasti piisav. Rohkema info saamiseks vaja muid meetodeid, üks selline meetod on log-lineaarne analüüs.

Näide programmiga SAS tekitatud log-lineaarse analüüsi tulemustest, analüüsitud siis kolmemõõtmelist sagedustabelit:

                                  Maximum Likelihood Analysis

                           Maximum likelihood computations converged.

                          Maximum Likelihood Analysis of Variance

                       Source               DF   Chi-Square    Pr > ChiSq

                       year                  1        11.81        0.0006

                       sugu                  1        10.29        0.0013

                       year*sugu             1         4.53        0.0334

                       para                  1       295.32        <.0001

                       year*para             1         2.64        0.1042

                       sugu*para             1        45.55        <.0001

                       year*sugu*para        1         0.21        0.6483


Ehk siis, nagu öeldud, moodustavad kolmemõõtmelise sagedustabeli aasta (esimene ja teine), sugu (isane ja emane) ja parasiteeritus (parasiteeritud või mitte). Siin siis tulevad mängu küll dispersioonanalüüsist tuntud koosmõjud (interaktsioonid), kuid nende tõlgendus on teistsugune. Seda seetõttu, et sagedustabeli analüüsi puhul pole jaotust sõltuvaks ja sõltumatuks muutujaks (nagu ANOVAs oli). Statistiliselt olulist interaktsiooni sugu*para tõlgendame nii: “elukate jaotus parasiteerituteks ja mitteparasiteerituteks pole soost sõltumatu”; samaväärne, aga sisuliselt vähem huvitav oleks tõlgendus “loomade jaotus eri sugude vahel pole nende parasiteeritusest sõltumatu”. Interaktsiooni aasta*para*sugu (kui ta oleks oluline) tõlgendaksime siis nii, et “seos aasta ja parasiteerituse vahel pole soost sõltumatu”,  ja just seletatud loogika kohaselt on siis kaks samaväärset interpretatsiooni veel võimalikud, neist üks on tavaliselt sisuliselt kõige huvitavam ja arusaadavam. Näeme, et osa interaktsioone on olulised, osa ei, seega siis mõne muutuja jaotus sõltub teise väärtustest, mõne oma mitte.


Niie, tegelikult on mitme muutuja sellist sümmeetrilist arvessevõtmist harva vaja, enamasti huvitab meid just ühe muutuja sõltuvus teistest, st huvitab küll näiteks parasitismi interaktsioon millega iganes, aga aasta*sugu (et kas eri aastatel oli eri soost loomi suhteliselt samapalju) ei pruugi üldse huvitada. Ehk siis kui uurime parasitismi sõltuvust millestki, siis sellise probleemipüstituse seisukohast sõltumatute muutujate omavahelised assotsiatsioonid pole üldse huvitavad uurida. Nii ongi - log-lineaarses analüüsis pole sõltuva ja sõltumatu muutuja vahet (nagu ka sagedustabeli hii-ruut analüüsis - muutujad on sümmeetrilises seisus), kohe seletatavas logistilises regressioonis aga on.

Logistilist regressiooni

kasutamegi siis, kui huvitab binaarse muutuja sõltuvus (tüüpilisel juhul) pidevast muutujast või muutujatest. Binaarne (kaheväärtuseline) sõltuv muutuja on siis selline, mis võib saada vaid kahesuguseid väärtusi, olgu need tähistatud nulli ja ühega: elus/surnud, terve/haige, pesitses/ei pesitsenud. Selliste muutujate väärtuse sõltuvus miskist pidevast muutujast on ökoloogias sageli ette tulev olukord.


Asi lahendatakse nii, et andmetega sobitatakse nn logistilist kõverat, mis on väljavenitatud S-tähe kujuline (sigmoidne) ja läheneb asümptootiliselt ühelt poolt x-teljele (ehk sirgele y=0) ja teiselt poolt sirgele y=1. Vat nii:
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Selliselgi joonel on mõistagi võrrand, ja see on selline    

 P = exp(bx+k)/(1+exp(bx+k)),

kus P on siis sõltuv muutuja, mis on sageli tõlgendatav tõenäosusena (tõenäosus olla kevadeks surnud näiteks), see siis muutub vahemikus nullist üheni; 

exp... tähendab “e astmel” ja e on siis see konstant umbes 2,71. 

Sellist võrrandit saab kirjutada ka nii:       

log(P/(1-P))=bx + k,

ehk


logit(P)=bx+k,

[image: image3.wmf]-0.2

0.0

0.2

0.4

0.6

0.8

1.0

1.2

-10

-6

-2

2

6

10

-0.2

0.0

0.2

0.4

0.6

0.8

1.0

1.2

-10

-6

-2

2

6

10

-0.2

0.0

0.2

0.4

0.6

0.8

1.0

1.2

-10

-6

-2

2

6

10

-0.2

0.0

0.2

0.4

0.6

0.8

1.0

1.2

-10

-6

-2

2

6

10

b=1

k=0

b=1

k=4

b= -1

k=0

b=0,5

k=0

seega see vasak pool sõltub sõltumatust muutujast lineaarselt. Võrrandi parameetrite tõlgendus pole ehk niiväga ilmne ja vajab illustreerimist: mida suurem on b, seda järsem on kõvera tõus seal tõusvas keskmises kohas;


b on siis negatiivne, kui funktsioon on kahanev (b dimensionaalsus on 1/(x-telje-ühik));
k näitab selle kõvera asukohta suunas paremale-vasakule, tõenäosus 50% on x-i väärtusel –k/b. Vt pilte.

Logistilisse  regressiooni saab kaasata mitu sõltumatut muutujat nagu tavalissegi regressiooni ja ka diskreetseid sõltumatuid muutujaid, kogu loogika põhimõtteliselt sama, mis ANOVA-seoseliselt räägitud. Siiski on sellised võimalused logistilise regressiooni tarbeks hiljem välja töötatud ega pruugi igas statistikaprogrammis kättesaadavad olla. Kui ANOVAt ja regressioonanalüüsi võib kokku nimetada “general linear models, ” (just sellepärast general, et ühendavad endas dispersioon- ja regressioonanalüüsi), siis analoogilised lähenemised, mis on veel üldisemad seeläbi, et lubavad ka muid jaotusi kui normaaljaotusi, koondatakse nime alla “generaLIZED linear model”. Logistiline regressioon on seega üks üldistatud lineaarsusmudeli erijuht.


Binaarse muutuja sõltuvuse kohta pidevast muutujast joonistatavad pildid (st nagu ülal)  pole eriti asjalikud (eriti siis, kui punkte palju), sellises olukorras võiks pigem sõltumatu muutuja väärtused miskite vahemike tagant klassidesse jagada ja vastavatest sagedustest tulpdiagramm joonistada - seda aga ainult pildi ja mitte analüüsi jaoks - kui muutuja on pidev siis olgu ta ausalt sellisena ka analüüsis!

Poissoni jaotus ja vastav analüüs

Ökoloogias on sage olukord, kus üks vaatlus (sõltuva muutuja väärtus) on loendamise teel saadud arv. Nii võime loendada lepatriinusid tomatitaimedel ja küsida kas ühe tomatisordi taimede peal on rohkem lepatriinusid kui teise tomatisordi taimede peal. Kui triinusid võib olla null, üks või kaks, on olukord hästi vaadeldav ja analüüsitav sagedustabelina. Kui aga triinusid on igal taimel kümneid või isegi sadu, läheneb sõltuv muutuja (triinusid taimel) oma olemuselt pidevale muutujale ja on mõistlikult analüüsitav tavalise ANOVAga (st see loendamine pole siis enam niiväga erinev mõõtmisest, st põhimõtteliselt sama, kas mõõdame triinude populatsiooni tihedust või kala pikkust). Vahepealsetes olukordades pole asjalikult rakendatav ei üks ega teine meetod. Üks võimalik lahendus on kasutada Poissoni jaotust eeldavat regressiooni.


Poissoni jaotus tekib näiteks juhul, kui viskame huupi viljateri malelauale ja uuritavaks muutujaks on viljateri ühe ruudu kohta. Selge see, et jaotuse kuju sõltub sellest, mitu viljatera keskmiselt ühele ruudule jagub (keskväärtus müü - kreeka täht). Kui müü on väike - kas suisa alla ühe või siis vähemalt alla umbes kolme, on tekkiv jaotus tugevalt ebasümmeetriline ja see ebasümmeetrilisus on asja olemuse poolt sisse programmeeritud. Seda siis sellepärast, et alla nulli ei saa see väärtus ju olla, aga tõenäosus saada kümme tera ruudule pole sugugi mitte null (tõsi küll, parasjagu väike ta on) ka siis, kui keskmine on kaks. Mida suurem on müü, seda sümmeetrilisem ja normaaljaotusele sarnasem tekkiv jaotus on ja seda väiksema vea teeme, kui olukorda tavalise ANOVA’ga analüüsime. 
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Siin pildil on siis kolm erineva parameetriga (st müüga)  Poissoni jaotust: 1 (sinine), 2 (lilla) ja 3 (valge). Rõhtteljel on arvud 0, 1, 2, 3, 4, 5, püstteljed siis niisuguste väärtuste sagedused.

Üldistatud lineaarsete mudelite raames on võimalik analüüsida ka Poissoni jaotusega muutujaid. Seda siis nii, et sõltuv muutuja on Poissoni jaotusega ja see sõltub siis mitmetest muudest, olgu siis diskreetsetest või pidevatest muutujatest, nt siis jällegi uurime, kuidas lepatriinude arv taimel sõltub tomati sordist, väetamisest ja temperatuurist. Kogu loogikas ja tulemuste tõlgendamises pole põhimõtteliselt midagi teistmoodi kui analoogilistes normaaljaotust või kaheväärtuselist jaotust eeldavates olukordades.


 Oluline on aga tähele panna, on see, et Poissoni jaotust eeldav regressioon on tundlik eelduste rikutuse suhtes, st pahasti on siis, kui reaalne jaotus ikka ei ole see va Poissoni jaotus. Nimelt on lugu nii, et Poissoni jaotuse puhul on jaotuse dispersioon võrdne keskväärtusega, mis siis praktikas ka tõesti nii välja kukub, kui viljateri juhuslikult malelauale visata. Bioloogilises olukordades ei pruugi see nii olla, st lepatriinude jaotus tomatitaimedel ei ole tõenäoliselt juhuslik. Igati võimalik on, et lepatriinud väldivad üksteist ja jaotuvad ühtlasemalt kui seda “juhusliku viskamise” tulemusena juhtuvat võiks eeldada - dispersioon on sel puhul väiksem kui keskväärtus (underdispersion). Pane siin tähele tõenäoset vale interpreteerimise võimalust: kui igal taimel on täpselt samapalju triinusid, st lepatriinud on hajunud (dispergeerunud) nii palju kui üldse võimalik, räägime ala- ja mitte üledispersioonist! Seda sellepärast, et muutuja “triinusid taime kohta” dispersioon on ju null – igal taimel samapalju triinusid! Isegi tõenäosem on aga olukord, et lepatriinud kipuvad agregeeruma (nt taimedele, kus on palju lehetäisid) ja tulemuseks on pilt, kus nulle ja suuri väärtusi on rohkem kui sama keskväärtusega Poissoni jaotuse korral. Sellise jaotuse dispersioon on sel juhul suurem kui keskväärtus (overdispersion). Õnneks on võimalik rakendada sobivaid korrektsioone ja seeläbi üle- ja aladispersioonist tekkivaid arvutuslikke probleeme vähendada.

 ******************************** jutu lõpp **************************

�EMBED STATISTICAGraph  \* MERGEFORMAT \s���





�EMBED STATISTICAGraph  \* MERGEFORMAT \s���








PAGE  
1

[image: image4.wmf]kehakaal

tõenäosus

0.0

0.2

0.4

0.6

0.8

1.0

0

2

4

6

8

10

12

14

[image: image5.wmf]-0.2

0.0

0.2

0.4

0.6

0.8

1.0

1.2

-10

-6

-2

2

6

10

-0.2

0.0

0.2

0.4

0.6

0.8

1.0

1.2

-10

-6

-2

2

6

10

-0.2

0.0

0.2

0.4

0.6

0.8

1.0

1.2

-10

-6

-2

2

6

10

-0.2

0.0

0.2

0.4

0.6

0.8

1.0

1.2

-10

-6

-2

2

6

10

b=1

k=0

b=1

k=4

b= -1

k=0

b=0,5

k=0

_1173451603

_1173451606

