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Kokkuvote

Uheks kaasaegse matemaatika paeluvamaks haruks on Bayesi statistika
ning selle analtiisimeetodid. Kesksel kohal Bayesi teoorias kui praktikas on
erinevate mudelite—tdendosusjaotuste—konstrueerimine. Mudel peab adek-
vaatselt kajastama meie teadmisi uuritavast objektist. Uks suhteliselt lihtne,
kuid samas vdga efektiivne metodoloogia, on Bayesi vorgud. Meetodi tu-
umaks on keerukate pohjuslike seoste kajastamine orienteeritud graafina
ning selle hilisem analtis.

Bayesi vorke on edukalt kasutatud ekspertsiisteemides, sest lihtne modu-
laarne lahenemine lubab kirjeldada keerukaid teadmisi. Teine oluline Bayesi
vorkude rakendusala on ?masindpe?, kus vdrku treenitakse andmeid klassi-
fitseerima. Ehki ehituselt on Bayesi ja neurovdrgud sarnased, siis sellega see
piirdub—Bayesi vork kirjeldab alati tdendosusjaotust, samas kui neurovor-
gud kannavad endas suvalisi funktsioone.

Esmalt anname luhiulevaate Bayesi statistika alustest ning seejérel Kir-
jeldame Bayesi vorgu semantikat. Seejérel keskendume praktikas tliolulise-
le keskmistamise probleemile, mille (iheks lahenduseks on Bayesi vdrgu
analus.
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uheks keskseks filosoofiliseks kiisimuseks kaasaegses matemaatikas on tdendo-
suse moiste interpreteerimine. Klassikaline ndide tdendosusest on kulli ja kirja
viskamine. Reeglina voetakse kulli saamise tdenadosuseks automaatselt 1/2, aga
mida see ikkagi tdhendab pole kaugeltki selge. Aksiomaatiline tben&osusteooria
kasitleb tdendosust kui teoorivéliselt antud suurust ning ei anna Uhtegi meetodit
selle mé&aramiseks voi interpreteerimiseks.



Objektiivse tdendosuse pooldajad (frequentists) eeldavad, et maailmas leidub
igal huvitaval sindmusel heselt méératud tdenéosus, mida saab kindlaks teha kat-
set Idpmatult korrates. Teise darmuse jargi pole objektiivset tdendosust olemas, on
olemas vaid Uksikisiku veendumusi kajastav subjektiivne ebakindlus. Ebakindlust
kasjastav arvuline vaartus ongi tbendosus.

A priori pole selge, et ebakindlus peaks rahuldama tdendosusele esitatavaid
aksioome. Saab ndidata, et ratsionaalse uksikisiku ebakindluse mddt peab alati
rahuldama t6enédosusele seatud kitsendusi. Vaatleme hipoteetilist olukorda, kus
Alice kirglik kihlvedude s6lmija ning salakaval Bob otsustab Alice’It maksku mis
maksab raha vélja petta. Selleks saab Bob s6lmida hulga kihlvedusid omapoolse
panusega 1. Bob on edukas, kui s6lmitud kihlvedude skeem toob talle iga v6ima-
liku I6pptulemuse korral tulu. Kui Alice kaitub ratsionaalselt, siis Bobil ei 6nnestu
teda nii tiissata. Alice’i ebakindluse mddduks vBime votta panustatava summa.

ulesanne 1 Olgu 2 kdikvdimalike siindmuste tihendhulk, 7 C P(£2) seadusega
lubatud kihlveosiindmuste hulk ning p(A) stindmusele A vastav Alice’i panus.
Naidata, et Alice kaitub on ratsionaalselt, siis

1. sindmuse ebakindlus p(A) ei sBltu selle esitamise viisist;
2. iga lubatud slindmuse ja vastandsiindmuse ebakindluste summa on kostantne
p(A) + p(A°) =;
3. teineteist vélistavate sindmuste ebakindlus on aditiivne
ANB =1 = p(AU B) = p(A) + p(B).

Milline peab olema lubatud sindmuste hulk F? Kdrvutada seda aksiomaatilises
tdendosusteoorias kasutatava o-algebraga.

Uhes@naga on p korrektselt defineeritud ja aditiivne. Kuna kindla siindmuse ebakind-
lus on konstantne, siis saame ebkindluse normeerida 0 ja 1 vahele. Kui siindmuste
uhendhulk © on 18plik, siis ebakindlus p on tbendosusmaot.

Ulesanne 2 Milliseid tingimusi peab rahuldama lubatud stindmuste hulk F?

Kui stindmuste thendhulk © on 16pmatu, tuleb lisaks eelnevale eeldada Alice’i
jarjekindlust. Olgu A; C A, C ... C A, C ... kasvavte sindmuste jada, néiteks
lubab Bob Alice’l tdpsustada kihlveo tingimusi. Teisalt vdib ettenagelik Alice ko-
he Bobiga kihla vedada sindmuse A = A; U A, U --- A, --- (le. Alice on jar-
jekindel kui iga sellise sindmuste jada korral lim p(A;) = p(A) ehk pole vahet
kui kaua votab aega kihlveo tingimuste tdpsustamine.



Ulesanne 3° Naidata, et kui Alice on ratsionaalne, jarjekindel ning lubatud on
vaid I6plikud panused, siis ebakindlus p on normeerimata tdendaosusmaoat.

Loomulikult sdltub ratsionaalse Alice ebakindlus tema eelnevatest teadmis-
test. Pole ju motet panustada kirjale, kui sa tead, et mindil on kaks kulli. Ebakind-
lust sindmuse A suhtes, kui on toimunud stindmus B tahistatakse p(A | B). Ak-
siomaatilises tbendosusteoorias vastab sellele tinglik tben&osus, mis on defineer-
itud tautoloogiliselt p(A | B) = p(A, B)/p(B), kui p(B) # 0. dnneks kehtib
lisaks vormilisele ka sisuline sarnasus.

Theorem 1 (Bayesi teoreem). Iga siindmuste paari A ja B korral kehtib
p(A)p(B | A) =p(A, B) =p(B)p(A | B).

Erinevalt klassikalisest I&henenisest vajab véide testust, sest p(A | B) pole
defineeritud labi tautoloogilise vdrduse.

Ulesanne 4" Toestada Bayesi teoreem, leides vastavad kihlveoskeemid.

Bayesi teoreem formaliseerib ratsionaalse jareldamise protsessi. Reeglina ei
onnestu teadusliku eksperimendi kaigus leida otsitava suuruse tapset vaartust. Ol-
gu X otsitav suurus ning D ekperimendi kadigus mdddetud suurused, siis saame
tulemuseks tdendosusjaotuse

p(D| X =2)p(X =)
p(D)

Esimene liige p(D | X) iseloomustab andmete D n&gemise tdendosust kui otsi-
tava suuruse vaéartus x. Teine liige iseloomustab meie veendumusi enne katset, st.
milline on meie panus = saamiseks. Erinevatel indiviididel v8ib p(X = z) olla
kardinaalselt erinev, seega jareldused katsest sbltuvad meie eelteadmistest!

Vastolu objektiivsusega on ndiline—teaduslik eksperiment peab olema laial-
daselt aksepteeritav. Ehk teissisonu I6ppjareldused peavad olema sarnased sol-
tumata isiklikest eelteadmistest.

Klassikaline statistika on oma olemuselt ortogonaalne Bayesi statistikale. Kui
Bayesi statistika korral on tulemuseks tundmatu suuruse tdendosusjaotus, siis klas-
sikalise statistika annab vastuseks arvu voi intervalli. Loomulikult 1aheb punkt- ja
intervallhinnangute saamisel kaduma osa vdimalikust informatsioonist.

Teine oluline erinevus on tulemuste interpreteerimisel—usaldusintervallid pole
otseselt seotud tdendosusega. Teisteks miinusteks on rakused puuduvate andmete

pX =z |D)= xp(D | X =z)p(X =1).



todtlemisel ja eelteadmiste ignoreerimine. Oluliseks eeliseks on efektiivsus, reegli-
na viib jarjekindel Bayesi printsiibi rakendamine arvutuslikult keerukate prob-
leemideni. Teine eelis on eeltdendosuse (prior) puudumine—paljudel juhtudel on
raske kui mitte vdimatu kodeerida eelnevaid teadmisi tdendosusena.

Edasist lugemist Selleks, et ehitada tles ratsionaalset ebakindluse mdétu on

mitmeid viise. Valisime kontseptuaalselt lihtsaima Dutch Book argumendi [?],

samas on olemas mitmeid alternatiivseid aksiomaatikaid nagu [?, ?]. Teiseks on

subjektiivne tdendosus otseselt seotud otsustusteooria (decision theory) [?] ja ménguteooriaga[?].
Edasise huvi rahuldamiseks soovitame monografiaid [?, ?].

3 Erinevad lahendusmeetodid

Detailidesse laskumata vdib Gelda, et Bayesi statistika pole midagi muud kui
Bayesi teoreemi rakendamine. Olenemata analliusi tilibist saame alati tulemuseks
tBendosusjaotuse. Sealjuures on oluline vaid jaotuse kuju mitte selle alla jaav pin-
dala. Sageli loobutakse jaotuse normaliseerimisest, sest kontstantsete kordajate
hilgamine lihtsustab oluliselt avaldisi.

Jargnevalt vaatleme (ht lihtsaimat katseskeemi—s6ltumatute katsete seeriat.
Vaatleme néite korras Mendeli eksperimenti hernestega [?]. Teatavasti maérab
herneste varvi ks geenide paar. Kui ks geenidest on dominantne, siis on herned
kollased, vastasel korral rohelised. Olgu kahe taime ristanditele vastavad vérvid
dyi,do, ..., d,, millist tulpi geenidega on ristatud taimed, kui m8lemad neist on
kollaste hernestega.

Olgu dominantne geen A ja retsesiivne geen q, siis on lihtne arvutada erinevate
ristatavatele vastavaid tdendosusi

p(r|lAA, AA) =0 p(r|Aa, Aa) =1/4 p(r|Aa,aa) =1/2 p(r|laa,aa) =1
p(k|AA, AA) =1 p(k|Aa, Aa) = 3/4 p(k|Aa,aa) =1/2 p(klea,aa) =0

Kuna katsed y; on s6ltumatud, siis on kerge leida
p(dy, ... dy | M) =p(di [ M) - p(dn | M),

kus M on vdimalik ristatavate kombinatsioon. Ulesande taielikuks lahendamiseks
peame maarama eelneva tdendosusjaotuse p(M ). Kui loeme kdik paarid M vordtdendolis-
teks, siis on vastuseks tdendosusjaotus

pM | dy,...dy) =p(di [ M) ---p(dn | M),
muidu tuleb arvestada lisaliikmega ning

pM | dy,...dy) < p(di | M) ---p(dn | M)p(M).



Ulesanne 5 Leida kdikidele paaridele AA, AA, AA, Aa, Aa, AA, Aa, Aa, Aa, aa,
aa, Aa ja aa,aa vastavad 16pptGendosused, kui ristanditele vastavad varvid on
r,k,r,r k, k jakdik paarid on vordtGendolised.

Kuigi Uhtlane jaotus on (ks levinumaid eeljaotusi, siis pole see alati sobilik. Naiteks
kui me teame, et ristatavad taimed on saadud Aa tiidpi taimede omavahelisel ris-
tamisel on Aa sagedasem kui A A.

Ulesanne 6 Leida vastav eeljaotus ning sellele vastavad 16pptdenaosused.

Kuigi 16pptulemus sdltub eeljaotusest, kehtib tldine kooskdéla tulemus. Kui tege-

likkusele vastava mudeli M, eeltbendosus on nullist eriney, siis sdltumatute kat-

sete arvu kasvades kasvab p(M;,) — 1. Tulemust saab (ldistada juhule, kus kontrollida

mudelite arv on I6pmatu. sbnas-
Enamasti on mudelis M ka selliseid parameetreid, mis meid otseselt ei hu- tust

vita. Seet6ttu tuleb téendosusjaotust p(M | D) keskmistatakse Ule leliigsete

parameetrite. Naiteks kui mudelil on parameetrid = ja y ning meid huvitab vaid

parameeter z, siis leiame esmalt p(D | x,y) ja p(x,y) ning seejérel integreerime

ule y vaartuste

p(z | D) = /p(af,le)dyz /p(Dlaf,y)p(af,y)dy-

Kui parameeter y saab omada vaid diskreetsedid vaartusi vy, yo, - - - , Ym, Siis k0-
dub integraal summaks ning vastav avaldis on

p(z | D) = Zp(fc,yz- | D) = ZP(D | 2, y:)p(2, i)

Uhelt poolt lubab keskmistamine lahendada kdik ette tulevad probleemid, teisalt
muudab see arvutused keerukaks—tekkivad integraalid ja summad pole lihtsalt
leitavad. See on peamine Bayesi statistika ndrkus.

Teiseks kummastavaks tehnikaks on keskmistamine tle mudelite. Enamasti
vajatakse mudelit selleks, et ennustada uusi mdétmistulemusi. Kuna analtisi tule-
museks on tdendosusjaotus tle mudelite mitte optimaalne mudel, siis ennustamiseks
tuleb jallegi kesmistada. Olgu ennustatav suurus d, siis

p(d| D) = / p(d, M | D)dM = / p(d | M)p(M | D)AM.

Ehk teisisdnu kdik mudelid vetakse ennustamisel arvesse kuid iga mudeli kaaluks
on selle tdendosus.



Ulesanne 7 Leida tdendosused, eelnevalt vaadeldud ristandid on geenipaariga
AA, Aa ja aa. Milline on edasisel ristamisel tekkivate geenipaaride tden&osusjao-
tus?

4 Pohjuslikud seosed

Bayesi statistika tiheks raskemaks probleemiks on teadmiste formaliseerine. Véhe-
gi keerukamatel juhtudel on raske raske v6i koguni v8imatu leida tbendosusjaotus,
mis kirjeldaks meie uskumisi adekvaatselt. Milline on nditeks teie subjektiivne
uskumus, et l&hima kiimne aasta jooksul tabab Maad tuumasdda? Vi kui suur on
tBenaosus, et te vBidate imbermaailmareisi® 123 kaiguga?
Neile kisimustele on raske kohest vastust anda, samas suudab iga ks meist
hinnata erinevate sindmuste vahelisi p8hjuslikke seoseid ning nende tugevust.
Nii on lihtne leida jargneva seisu tdendosus, kui on teada eelnev nuppude paigutus
méngulaual. Sama moodi saab analliisida ka tuumasdja puhkemise erinevaid stse-
naariume ning neid kéivitavate sundmuste tGendosust. Peamiseks analliusi va-
hendiks on keeruka susteemi dekomponeerimine arusaadavateks pohjuslikeks seosteks.
Bayesi vork ongi graafiline mudel, mis kannab endas sindmuste vahelist struk-
tuuri. Loomulik graafiline méargikeel ja erinevad subjektiivse tdendosuse hindamise
metoodikad [?] vOimaldavad ka matemaatikakaugel eksperdil kirjeldada oma in-
tuitiivseid teadmisi. Selleks piisab pohjuslike seoste kirjeldamisest ning nende
varustamisest tdendosustega. Selliselt loodud ekspertstisteemid nagu
on sisuliselt deitailsed ?eeljaotuste? kirjeldused. Kui sellele lisada veel 2andmemudel?,
siis saab esialgset jaotust tapsustada, see tdhendab treenida Bayesi vorku uute and-
metega.

Definition 1. Bayesi vork (belief network) on tsukliteta orienteeritud graaf, méaarab
dra juhuslike suuruste X = (X1, X, ..., X,,) ?0hendjaotuse?. Graafi tippudeks
on juhulikud suurused X, X5, ..., X, ning kaared kirjeldavad pdhjuslikke seo-
seid tippude vahel. lga juhusliku suuruse X; ja selle eelaste korral on méé&ratud
tinglik tdenéosus p(X;|Pa(X;)).

Ko6ik muutujad pole vordses seisus, sageli vastab Bayesi vork hierarhilisele
mudelile. Hierarhilise mudeli korral jagatakse muutujad mitmesse klassi. Tipud
millel pole jarglasi on meid otsitavad parameetrid ning tlejaanud tipud moodus-
tavad hiperparameetrite hulga. Analliisi I6pptulemusena soovime néha otsitavate
parameetrite Ghisjaotust ning seetdttu peame keskmistama lle hiperparameetrite.

Klassikaliseks nditeks hierarhilisest mudelist on ravimi edukuse hindamine.
Lisaks ravile mdjutavad haigete seisundit paljud muud tegurid. Lihtsaim seda

IHetkel ei tule paremat objektiivse tdendosusega seotud naidet meelde.



arvestav mudel késitleb eri haiglates toimuvat eraldi. Kuna haigla mdju ravile
on a priori raske hinnata, siis selle asemel tépsustatakse erinevate haiglate va-
heline sarnasus. Tulemuseks on kaks tdenédosusjaotust: p(y|©) ja p(O|¥). Neist
esimene Kirjeldab ravi edukust konkreetsete hlperparameetrite vaartuse korral.
Teine kirjeldab kui tdenédoline on olukord, et haiglas valitsevad tingimused ©.
Mudeli graafiline kuju Bayesi v8rguna on imelihtne

haigla — ravimeetod — edukus

Loomulikult saame me mudelit alati tdpsustada naiteks voime arvesse votta valis-
keskonna moju ravile.

Lihtne on leida mudelile vastavat thisjaotust, kuid reeglina on keeruline lei-
da sellest edukuse téendosust. Peamisteks raskusteks on analtdtilise lahenduse
puudumine ning suur hliperparameetrite arv. Diskreetesete jaotuste korral langeb
esime klisimus &ra, kuid parameetrite arvust tingitud arvutusmaht on siiski aukar-
tustératav. Naiteks juba Ule 20 binaarse hliperparameetri korral on vdimalike vaar-
tustuste hulk tle miljoni ning seet6ttu on oluline leida efektiivne keskmistamise
algoritm. Klisimus taandub Uhisjaotuse faktoriseerimisele—selle esitamisele mit-
me vaiksema jaotise korrutisena.

5 Tingimuslik s6ltumatus ja selle omadused

Bayesi vorgu koostamisel ning selle analiitsis on olulisel kohal tingimuslik sdtu-
matus, mis lubab analiiiisida keerukaid seoseid erinevate juhuslike suuruste vahel.
See omakorda annab votme keskmistamise protseduuri optimiseerimiseks.

Definition 2. Juhuslike suuruste hulgad A ja B on tingimuslikult sdltumatud
juhuslike suuruste hulga C suhtes, kui teades juhuslike suuruste véartusi hulgas C'
on suurused A ja B omavahel s6ltumatud. Luhidalt tdhistame tinglik sltumatust
I(A, B|C) jatinglikku sBltuvust D(A, B|C).

Antud materjali piires tegeleme diskreetsete vdi absoluutselt pidevate juhus-
like suurustega, millel tbenadosuse madrab taielikult tihedus. Seetdttu on juhus-
like suuruste hulgad A ja B tinglikult sGltumatud parajasti siis kui iga juhuslike
suuruste vaéartustuse A, B ja C korral lahutub tihedus

p(A, BIC) = p(A[C)p(BIC) < p(A[B,C) = p(A[C).



Madneti Ullatav on tingliku sdltumatuse omadus minna kaotsi keskmistamisel
jaedasisel tdpsustamisel. Selle omaduse illustreerimiseks vaatame kolme binaarset
juhuslikku suurust X1, X, ja X5. Ndites vOtame X3 uhtlase jaotusega, see tdhendab
p(Xs3 = 1) = 1/2 ning esitame X, ja X, Uhisjaotuse tabelina. Vasakpoolne
tabel vastab juhule kui on teada X3 = 0 ja parem X3 = 1. Esimeses néites on

I(X;, Xo|X3),
0 1 0 1 0 1
1/2-101 1 0 + 1/2-/ 0| 1/4a 174 0[s5/8 1/8
1 0 1|14 174 1|18 178

kuid z; ja X liitjaotus pole enam sGltumatu. Teises ndites on D (X, X5|X3),

0 1 0 1 0 1
1/2-10] 0 12| + 1/2{0|12 O 0]1/a 1/4
1112 0 110 172 1 1/4 1/4

kuid X ja X5 Ghendjaotus on sdltumatu.

Juhuslike suuruste omavaheliste seoste analtisis on oluline teada tingliku sol-
tumatuse nelja pdhiomadust:
(11) summetria (symmetry)—hulkade jarjestus ei mdjuta s6ltumatust

I(A,B|C) <+« I(B,A|C)

(12) lahutatavus (decomposition)—alamhulgad périvad s6ltumatuse

I(A,BlUBQ‘C) — I(A,Bl‘C)

(13) ndrk laiendatavus (weak union)—Iliikmete fikseerimine séilitab s6ltumatuse

I(A,BlUBQ|O) - ](A,Bl‘CUBQ)

(14) aheldatus (contraction)—s6ltumatus kandub ahelas edasi

I(A,B‘ClUCQ)/\I(A,CQ‘Cl) — I(A,BUCQ‘Cl)

Esimene omadus tuleneb otseselt definitsiooni simmetriast. Teise omaduse tdes-
tamiseks oletame vastuvéiteliselt, et leiduvad vaartustustused A, B; ja C nii, et
p(A, B1|C) # p(A|C)p(B:|C). Vottes hulgaks Bs juhuslike suuruste B, kdikvoi-
malikud vééartustused on tulemuseks vastuolu tingimusliku séltumatusega

p(A, By x Bo|C) = p(A, B1|C) # p(A|C)p(Bi|C) = p(A[C)p(By x By|C).



Kolmanda omaduse tBestamiseks piisab vaartuste p(B,|C) # 0 vaatlemisest, sest
vastasel korral pole tingimuslikud tdendosused méaéaratud. Siit saame

p<~’47 Bla 82|C)
p(B:|C)

sest lahutatavuse tdttu p(A|C) = p(A|C, B,). Neljanda omaduse tdestus on ilmne

p(A’ BI|C’ BQ) = = p(A|C)p<Bl‘B% C) = P(A\Ca BQ)p(Bl‘C> BQ)’

p(A, B,C:|C1) = p(B, C2|Cr)p(A| B, €a,C1) = p(B,Ca|C1)p(A|Ch).

Lisaks eelpool toodud tingimustele, mida rahuldavad kdik thisjaotused on ole-
mas kolm olulist lisaomadust, mida tdidavad vaid osad jaotused:
(15) 16ikemomadus (intersection)—jarelduvusnool ndrgas laiendatavuses on pddratav

I(A, B;|CUB;y) AN (A, By|C U By) = I(A, B; U By|C).
(16) tugev laiendatavus (strong union)—tépsustamine sailitab sdéltumatuse
I(A,B|IC) = I(A,B|CUD)
(17) tugev transitiivsus (strong transitivity)—uksik tipp d ei s6ltu mitmest hulgast
I(A, B|C) = I(A {d}|C) Vv I(B,{d}|C).

Ldiketingimuse kehtimiseks piisab, kui tihedusfunktsioon on igas punktis posi-
tilvne. Kui iga vaartustuse B, ja B, korral p(By, B,|C) # 0, siis saame

p(Bi, Bo|C)p(A|, B1,C) = p(A, Bi, B2|C) = p(By, Ba|C)p(Al, B2, C),
saame p(Al, B1,C) = p(A|, By, C). Teisisonu ei sbltu avaldis B, ja B> ning seega
P(Al, By, By, C) = p(Al, B1,C) = p(A[C).

Formaalseks tdestuseks paneme tahele

p(A[C) = / D(A, By|C)dBy = / p(B21C)p(AlBy, C)dBs = p(A|B,,C).

Tugev laiendatavus ning ja transitiivsus on véga spetsiifilised omadused. Vdib
julgelt 6elda, et enamus joutusi ei téida neid omadusi.
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6 SoOltumatuste kirjeldamine graafina

Kuna sdltumatus on simmetriline omadus, siis on loogiline kasutada selle model-
lerimiseks orienteerimata graafe. Teisest killjest on Bayesi vork orienteeritud Kir-
jeldus juhuslike suuruste omavahelisest vahekorrast. Siit lahtuvalt on meil tarvis
lahendada kaks ulesannet: anda tingliku séltumatuste kirjeldus Bayesi v@rgus ning
leida sobiv lihtgraaf, mis kirjeldab s6ltumatust.

Tingimusliku sdltumatuse kirjeldamiseks Bayesi vorgus on esmalt otstarbekas
defineerida orienteerimata s6ltumatuste graaf. Jargnevas on kesksel kohal tipuhulka-
de kolmiku sdltumatus graafis.

Definition 3. Olgu A, B ja C orienteerimata graafi G tippuhulgad. Tipuhulk
C eraldab omavahel tipuhulgad A ja B, kui iga tee tippude ¢« € Ajab € B
vahel l&bib mdnda tippu hulgast C. Sellist kolmikut nimetakse s6ltumatuks ja
tahistakse I (A, B|C). Vastasel korral nimetakse kolmikut sltuvaks ja tahistakse
D¢ (A, B|C).

Olemuselt on tingimuslik sdltumatus kvalitatiivne ning ei s6ltu konkreetsetest
tbendosuse arvvaartustest Bayesi vorgus, vaid nende omavahelisest vahekorrast.
Seega on loomulik seda mudeldada lihtgraafina, mille tipuhulgaks on X’.

Definition 4. Graafi G nimetatakse juhuslike suurustele X" vastavaks tdpseks sol-
tuvuste graafiks (perfect-map), kui tipukolmik A, B, C on sdltumatu parajasti siis,
kui vastavad juhuslikud suurused on tingimuslikult s6ltumatud, see tdhendab

I¢(A, B|C) = I(A, B|C).

Kahjuks ilmneb, et igal Bayesi vdrgul (Uhisjaotusel) puudub tépne s6ltuma-
tuste graaf. Naiteks jargmisel joonisel toodud kolm binaarset juhuslikku suurust
ei rahulda (X, X»|X3) kuid samas on X ja X, s6ltumatud.

11



Seega Uhelt poolt peaks tippude X; ja X, vahel olema serv, kuid see ldheb
vastuollu X, ja X, sGltumatusega. Tapseid sbltuvuste graafe omavatel jaotustel
on olemas lihtne kirjeldus.

Theorem 2. Juhuslike suuruste X’ Gihisjaotusel on olemas tapne s6ltuvuste graaf
parajasti siis, kui jaotus rahuldab tingimusi (11)-(17).

Korrektuur. Tdestuse voib leida Guiterreze ja Hardi dpikust [?]. O

Intuitiivsel tasemel pdhjendades vdimaldab Idikeomadus (15) leida s6ltuma-
tuse graafi. Kuna igas graafis kehtib tugev laiendatavus (16), siis on see valtimatu.
Tugev transitiivsus (17) valdib olukordi, kus Uks tipp s6ltub mitmest tipust mis on
tingimuslikult sdltumatud.

Enamus jaotusi ei rahulda nii rangeid ndudeid ning seetdttu tuleb defineerida
ohutud aproksimatsioonid.

Definition 5. Graaf G on juhuslike suurustele X' vastav s6ltumatuste graaf (I-
map), kui iga s6ltumatule kolmikule I (A, B|C) vastavad juhuslikud suurused
on tingimuslikult s6ltumatud, see tahendab

Io(A,B|C) =  I(A,B|C).

Definition 6. Graaf G on juhuslike suurustele X vastav sdltuvuste graaf (D-
map), kui iga sBltuvale kolmikule D (A, B|C') vastavad juhuslikud suurused pole
tingimuslikult sdltumatud, see tdéhendab

Do(A,B|C) =  D(A,B|C).

Kuna taielikus graafis pole Uihtegi mittetriviaalset s6ltumatut kolmikut ja null-
graafis pole sdltuvusi, siis leidub igal thisjaotusel alati ohutud aprksimatsioonid.
Ulim eesmark on leida minimaalne s6ltumatuste graaf ning maksimaalne sol-
tuvuste graaf. Seda realiseerivat algoritmi vaatame jargmises peatkis koos tingimus-
liku sdltuvuse kirjeldusega.
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7 Bayesi vorgu moraal

Bayesi vOrgu moraaliks voetakse voimalikult tdpne sdltumatuste graaf. Esimeseks
sammuks sellel teel on leida minimaalse s6ltumatuste graafi kirjeldus. Selleks de-
fineerime kolm erineva rangusega tingimust.

Definition 7. Graaf tippudega X rahuldab Uhisjaotuse p(X’) suhtes:
(PM) Markovi paaritingimust (pairwise markov property), kui puuduv serv tipude
X; ja X vahel tahendab, et X; ja X on tinglikult sBltumatud X"\ {X;, X}

(LM) lokaalset Markovi tingimust (local markov property), kui X; ja X'\ {X;}
on tinglikult séltumatud tipu X; naabritehulga suhtes ehk

I6(Xi, X\ {Xi} [BI(X;)) = [(X;, X\ { X} [B(XG));

(GM) globaalset Markovi tingimust (global markov property) kui graaf on sol-
tuvuste graaf ehk I (A, B|C) < I(A, B|C).

Neist omadustest on suhteliselt kergesti kontrollitav vaid Markovi paaritingimus,
teiste kontrollimine on suuremate graafide korral raske, kui mitte vGimatu. Enne
kui uurime, kuidas kontrollida tingimust (PM), vaatame tingimuste omavehelist
vahekorda. Imselgelt kehtib implikatsioonde jada (GM) = (LM) = (PM).
Kuid vasupidised implikatsioonid tGldjuhul ei kehti.

Theorem 3. Kui hisjaotus rahuldab tingimusi (11)-(15), siis on Markovi paar-
itingimus samavaarne globaalse Markovi tingimusega.

Korrektuur.

(PM) = (LM)

L&ikeomadus lubab seostest 1(X;, By |X \ (X; U By)) ja I(X;, Bo| X'\ (X; U By))
jéreldada I(X;, By U Bo|X' \ (X; U By U By)). Vottes arvesse kdik X; seotud
Markovi paarid, saamegi 1(X;, X'\ {X;} |B(X;)).

(LM) = (GM)

Toome sisse téhistuse A = X'\ (A U &(A)) ning nditame et iga tipuhulga A
korral kehtib I (A, A|&(A)). Esmalt iga tipuhulga A ja B Korral

I(A, A°|BI(A)) A I(B, B¢|BI(B)) = I(AU B, (AU B)°|B(A) U Bi(B)).

See jéreldub otseselt norgast laiendatavusest ning aheldatavuse omadusest. Teisalt
Bi(A) U Bi(B) = Bi(AU B)U D, kus D € AU B. Et triviaalselt kehtib
I(C,D|Bi(AU B) U (AU B)), siis Idikeomadusest saame jéreldada

I(AUB,(AUB)‘|Bi(AU B)).
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Kuna lokaalne Markovi omadus kindlustab I({a} , {a}“ |&(a)), saame koiki sell-
iseid seoseid arvestades I (A, A¢|&(A)). Vaatleme nutd graafis olevat séltumatut
kolmikut A, B ja C. Kuna C on eraldaja, siis leidub hulk A C A, ja mille piiriks
on C'. See koosneb koigist tippudest hulgast A ldhtuvatest teedel, mis ei l&bi C.
Lihtne on taibata B C A§. Seega eelnevast I(Ay, A5|C) = I(A, B|C). O

Sisuliselt annab teoreem vétme minimaalse s6ltumatuste graafi konstrueerim-
iseks servhaaval. Vaadates Bayesi vOorku tundub, et kaar tippude a ja b vahel viitab
soltuvusele D(a, b|X'\{a, b}). Kuid see pole alati nii, nditeks kui leidub tipp ¢ = b,
siis I(a, b|X' \ {a, b}). Enamasti viitab tipu ¢ jaotuse sdltumine tipupaarist a ja b,
sellele D(a,b|X \ {a,b}). Kuid seegi pole kindel reegel. Naiteks kui ¢ on vBetud
uhtlaselt hulgast {0, 1, 2} ning binaarsed juhuslikud suurused a ja b on méaératud
tabeliga.

c 0 1 2
pla=1) | 1/10 | 1/10 | 4/10
p(b=1) | 1/10 | 3/10 | 2/10

Siis tinglikust sdltumatusest ¢ suhtes jareldub a ja b on s6ltumatus , kuid ¢ jaotus
siiski s6ltub mdlemast tipust (D(a, {b, c}) ja D({a, c},b)).

Antud kontrandited viitavad sellele, et minimaalse sdltumatuste graafi kon-
strueerimine Bayesi vorgust topoloogiast lahtudes on vdimatu isegi siis kui kehtib
I6iketingimus. Seega tuleb meil valida parim vdimalik aproksimatsioon.

Definition 8. Bayesi vorgu G moraaliks nimetatakse lihtgraafi G™, kus iga kahe
tipu X; ja X vahel on serv parajasti siis, kui on taidetud iks kahest tingimusest:
(M1) X, ja X; vahel on kaar;

(M2) leidub tipp X, nii, et X; ja X; lahtuvad kaared X.
Theorem 4. Bayesi vorgu moraal on s6ltumatuste graaf.

Korrektuur. On kerge taibata, et tipukolmiku A, B ja C korral Bayesi vorgu
moraalis, piisab kui vaatame, vaid tippe millest leidub suunatut tee hulkadesse
A, B vbi C. Ulejaanud tipud ei tule A, B, C Uhisjaotuse avaldamisel arvesse.
Tdestame vdite esmalt tipukolmiku A, B ja C korral, kus C C Nd(A U B).
Eelnevat mérkust arvestades 16peb iga suunatud tee hulgast C' hulgas A voi B.
Tahistame A™ koigi tippude hulka teedel A ja B tippude hulka teedel B, kus
ukski tee ei labi C. Paneme tahele, et AT N BT = @ jaigatipu a € A* vanemad
kuuluvad kas hulka At vdi C. Niud on lihtne induktsiooniga (le topoloogilise
jérjestuse néidata p(A™|C, BT) = p(A*|C), millest saamegi I(A, B|C).
Uldjuhul jaguneb C' = CoUC,UCs, kus Cy € Nd(AUB) jaCy, Cy C De(AU
B) ning kdik suunatud teed hulgast A vdi B hulka C, labivad C;. Téhistame niiid
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AT tippude hulka, millest leidub suunatud tee hulka A voi leidub hulgast A suu-
natud tee, kusjuutes teed ei labi hulka C'. On selge, et AT N BT = () ja A* vane-
mad, kuuluvad kas hulka A* v&i C. Eelnev tulemus kindlustab I(A*, B*|C)).
Vastavalt C;, konstruktsioonile on C', eellaste hulga piiriks C, seega saab in-
duktsiooniga Ule topoloogilise jarjestuse néidata p(Cy|At, BT, Cy, C1) = p(Ca|Ch)
ehk I(Cy, AYBYCy|C4). Norgast laiendatavusest saame I(A™, Cy|CoUC, UB).
Véttes C; minimaalse vGimaliku, peab iga tipp C; olema kas A™ v8i B* vahetu
naaber, vastasel korral poleks moraalis A ja B s6ltumatud C suhtes. Olgu vastav
lahutus C; = C{* U CB, siis on lihtne naidata I(A*, B* U CE|Cy U C{). See
omakorda tdhendab I(A*, BIC, U C;) ning aheldatuse omaduse tottu saamegi
I(A*T, B*|C). O

Kui me heidame korvale lisainformatsiooni, mida saab leida tipuhulkade A ja
B jarglaste fikseerimisest, siis saame me Kdillaltki objektiivse s6ltumatuse definit-
siooni.

Definition 9. Me Utleme, et tipuhulgad A ja B on d-eraldatud (d-separated) hulga
C poolt, kui A ja B on eraldatud hulga C' poolt tippuhulga AU BUC eelashulgale
vastava vorgu moraalis (An(A U B U C))™.

Uus d-erladatuse mdiste annab loomuliku Gldistuse Markovi tingimustele.

Definition 10. Orienteeritud atstkliline graaf tippudega X’ rahuldab:

(DP) suunatud Markovi paaritingimust (directed pairwise Markov property), kui
iga tipupaari X; ja X; korral, mille korral puudub suunatud tee X; ja X;
vahel, on I(X;, X;|Nd(X)\ {X;, X,});

(DL) suunatud lokaalset Markovi tingimust (directed local Markov property), kui
iga tipu X; ja temast mittepdlvnevad tipud Nd(X;) on tingimuslikult sol-
tumatud X; vahetute eellaste suhtes Pa(X;) ehk I(X;, Nd(X;)|Pa(X;));

(DG) suunatud globaalset Markovi tingimust (directed global Markov property),
kui tipuhulkade A ja B d-eraldatus hulga C suhtes viitab (A, B|C').

Erinevalt orienteerimata graafist saab tGestada rohkem samavaarsusi. Jallegi on
ahel (DG) = (DL) = (DP) triviaalne ning tldjuhul implikatsioon (DP) —-
(DL) ei kehti.

Theorem 5. Suunatud Markovi tingimused rahuldavad (DP) <= (DL) <= (DG).

Korrektuur.

(DL) = (DG)

Suunatud lokaalsest Markovi tingimusest on lihtne jareldada, et iga juhusliku su-
uruse X; korral p(X;|NVd(X;)) = p(X;|Pa(X;)). Sellest saab omakorda jarel-
dada, et iga NVd(X;) alamhulga Pa(X;) C B korral p(X;|B) = p(X;|Pa(X;)).
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Seda arvestades on lihtne veenduda, et me saame graafi muuta Bayesi vorguks
lisades vajalikud tGendosused tippudesse. Kuna Bayesi vorgu moraal on s6ltuma-
tuste graaf, siis d-eraldatuse definitsioonist saame koheselt jareldada tipuhulkade
A, B tinglikku s6ltumatust C' suhtes. O

Bayesi vorgu konstrueerimisel kasutatakse tingimust (DL)—otsesteks eelasteks
loetakse need juhuslikud suurused, mille fikseerimisel tdendosusjaotus ei muutu.
Teoreem (tleb, et see on teatud mdttes optimaalne viis sdltuvuste avastamiseks.
Viimase tulemusena anname d-eraldatuse kirjelduse.

Theorem 6. Bayesi vorgu tipuhulgad A ja C on d-eraldatud tipuhulga C' suhtes,
kui iga tee korral alusgraafis hulgast A hulka B on taidetud ks kahest tingimus-
est:

(D1) teel leidub tipp z; € C nii, et nooled pole vastakuti;

(D2) teel leidub tipp x;, mis pole C eellane ja nooled on vastakuti.

Korrektuur. Tingimus (D1) vélistab sama tee graafi moraalis. Tingimus (D2) kind-
lustab, et tippu x; ei vaadelda s6ltumatuse kontrollil. Lihtne on taibata, et ka vas-
tupidine implikatsioon kehtib. O

8 Triangulatsioon ning klikipuu

Eespool saadud tulemused v@imaldavad, meil kontsentreeruda thisjaotuse fak-
toriseerimise. Keskset rolli hakkab méngima Bayesi vorgu moraal ning sellest
saadud Klikipuu. Kuid esmalt fikseerime lihtsa kuid olulise tulemuse.

Theorem 7. SGltumatuste graafi servade lisamisel jaab graaf ikkagi séltumatuste
graafiks.

Korrektuur. Tdestus saadakse induktsiooniga Ule lisatud servade.
]

Uhisjaotuse lihtsustamisel—faktoriseerimisel—on eesmargiks leida véimalikult
vaiksed indeksite hulgad 7, , Z,, . . . , Z, nii, et

p(X17X27"'?X’n):Hfj(XIj)a XI| :{Xl|ZEI]}
7=1

Paljud vbimalikud faktoriseeringud on triviaalsed, néiteks valem

p(Xh Xo, ..., Xn) = p(X1)p(X2\X1)p(X3|X2, Xl) . 'p(Xn‘Xla Xo, ..o, Xn—l)
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ei anna mingisugust eelist keskmistamisel. Seda uldistades loeme faktoriseeringu
triviaalseks kui indeksite hulgad saab jarjestada nii,etZ; CZ, C ... C Z,.

Kerge on taibata, et sellise Bayesi vorgu moraal on tdielik graaf. Séltuma-
tuste graafis mangivad klikid analoogset rolli—nad viitavad juhuslike suuruste
komplektidele, mille Ghisjaotusi pole motet faktoriseerida. L8ikeomaduse ja min-
imaalse sGltumatuste graafi korral on hinnang tépne, kuid moraali korral vdib osa
komplekt siiski edukalt faktoriseeruda.

IImneb, et kui tihedusfunktsioon on igas punktis positiivne, saab hisjaotust
alati esitada klikkidele vaartustustele vastavate potensiaalide korrutisena.

Theorem 8 (Grimmett). Kui Uhisjaotuse tihedusfunktsioon p(Xj, ..., X,) on
rangelt positiivne, siis leiduvad potensiaalifunktsioonid ¢ : X¢ - R, C € C
nii, et

p(X1, Xo, ..., Xp) = [[ ¢c(X0),

ceC

kus C on koigi maksimaalsete klikkide hulk. Lahutus on thene.

Korrektuur. Taielik tdestus on toodud lisas ?? ning vastab Grimmetti originaal
tbestusele [?, ?]. O

Soltumatuste graafi koos klikkide potensiaalifunktsioonidega nimetatakse Markovi
vOrguks. Seetdttu tuntakse tulemust tuntakse Gibbsi jaotuse ja Markovi véljade
ekvivalentsiteoreemina, mille testasid esimesena Hammersley ja Clifford [?].
Tdestus annab kiill ekplisiitse potenssiaalifunktsioonide valemi, kuid sellest hooli-
mata pole ¢ kergesti hoomatavat tdhendust. Seetbttu vahendame veelgi moraali
tapsust, et saaks faktoritele anda konkreetse tdhenduse. Selleks vatame erikujulisi
moraali graafe.

Definition 11. Graafi klikipuuks nimetatakse maksimaalsete klikkide jadale C4, Cs, ..., C,
vastavate tippudega puud, kus iga C, korral leidub klikk C';, mis sisaldab tippude

hisosa Cy N (C1 U ---U Ck_1) (jagamatu I8ike tingimus) ning see vastab servale

Cy Ja C; vahel. Servaldele vastavaid Ghisosasid S;; nimetatakse eraldushulkadeks

(sepset) ja hulki R; = C; \ S; jadkhulkadeks (residues).
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Igal graafil pole klikipuud, véaikseimaks nditeks on neljane tsukkel. IiImneb, et
pikemate neljaste tsuklite I6hkumine k6dludega on tarvilik ja piisav.

Definition 12. Graaf on trianguleeritud, kui iga tstikkel, mille pikkus on suurem
kui kolm, omab kddlu.

Theorem 9. Graafil on kilikipuu parajasti siis, kui ta on trianguleeritud.

Korrektuur. Kui graafis on ilma kodluta tstikkel, mille pikkus on suuremn kui 3,
siis tekkib tsiklit sisaldavatest klikkidest tstikkel. Ning klikipuud pole vdimalik
konstrueerida.

Kui klikkidest pole voimalik konstrueerida puud, siis peab erinevate 18igetega
klikkide jada moodustama véhemalt neljase tstkkli (kolmene tstikkel vastab klik-
ile ja vastoulu ei teki!). Vaatame ltihimat sellist klikkide tstikklit, kuid siis on sama
pikk tstikkel ka tippude vahel. Kuna graaf on trianguleeritud, siis leidub k6dl ja
me oleme saanud vastuolu tsiikli minimaalsusega. O

Niisiis selleks, et saada Bayesi vorgu moraalist graafi, millel on klikipuu tuleb
seda trianguleerida. Loomulikult soovime leida minimaalse servade arvuga tri-
anguleeritud graafi. Kahjuks on minimaalse trianguleeritud graafi leidmine A/P-
raske lesanne ning sellepdrast kasutatakse erinevaid ahneid algoritme. Enamasti
kasutatakse Kj{aerulff’i vélja t6dtatud heuristilisi algoritme[?]. Vaatleme niid
klikipuu taieliku lahutuse 7 = 7; U7, peamist omadust.

Lemma 1. Iga Kklikipuu taielikule lahutusele vastavate juhuslike suuruste hulgad
A, ja A, on tingimuslikult s6ltumatud alampuude vahelise eraldushulga S;; suht-
es.

Korrektuur. Oletame vastuvaiteliselt, et tipuhulkade A, ja A5 vahel on tee, mis ei
labi S;;. Siis peab leiduma Uks serv, mison A; ja A, vahel sest S;;UA; UA; = X.
Seega on veel kaks klikki C, € T ja C; € T3 nii, et C,, N C; € C; N C;. Kuid see
on vastuolus klikipuu definitsiooniga, tekib klikkidest tstikkel. O

See lihtne lemma sillutab teed teooria s6Imtulemusele, millele on rajatud efek-
tiivne keskmistamine Ule erinevate juhuslike suuruste.

Theorem 10. Kui s6ltumatuste graafile vastab klikipuu, siis faktoriseerub tihend-
jaotus jargnevalt

p(X1, Xo, oo, X)) = [ };((gl’:; = [T o(BxlSw).
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Korrektuur. Uldsust kitsendamata vaatame sidusaid sdltumatuste graafe. Toes-

tuseks piisab kui ndidata vordust p(Ry|Ry_1,...,R1) = p(Rg|Sk). Vaatleme

nudd vastavat klikipuuud. Lemmast 2 saame, et I(Cy, C; U ---Cy—1|Sk), seega

P(Cr, C1U- - - Ci—1) = p(Sk)p(C1U- - - Ci—1|Sk)p(Cx|Sk) = p(C1U- - - Ci—1)p( Ry | Sk).
]

Tulemus (tleb, et teades klikkidele vastavaid potensiaale on lihtne leida su-
valistele tippuhulkadele vastavaid marginaaljaotusi, mis on kuuluvad Ghte klikki.
Mitme kliki korral on see veidi keerulisem, kuid siiski v@rratult lihtsam kui esial-
gse Uhisjaotuse keskmistamine.

9 Klikkidele vastavate Uhisjaotuste leidmine

Eelnevad tulemused kindlustavad klikipuu olemasolu. Kuigi maksimaalsete klikkide
ledmine on Gldjuhul NP-raske, muudab graafi trianguleerimine tilesande oluliselt
lihtsamaks. Selleks kasutatakse Golumbic’u [?] poolt valja todtatud algoritme,
mis pohinevad tippude hulda erilisl jarjestusel[?, ?]. Ka klikipuu enda konstrueer-
imisel on méned nipid, mis véhendavad edasist arvutusmahtu. Vastavad algorit-
mid on toodud Ulevaate materjalides [?, ?] ning nendega tuvumise rédmu jatame
lugejale.

Klikkidele vastavad potensiaalid rahuldavad jargmisi tingimusi ning ilmneb,
et need on piisavad ning tarvilikud.

Theorem 11. Olgu 7 (Uhisjaotusele vastav klikipuu, siis Klikipuu potensiaalid

rahuldavad jargmisi tingimusi:

(LK) lokaalne kooskdla (local consistency)—iga kliki C' ja sellega 16ikuva serva
S korral

/¢C(XC)dXR:¢S(XS)a R=C\SG;

(GK) globaalne kooskéla (global consistency)—potensiaalid vastavad Uhisjao-
tusele

p(X1, Xo, o, X0) = [[ 2

Need tingimused on tarvilikud ja piisavad potensiaalifunktsioonide fikseerimiseks.

Korrektuur. Tarvilikuseks panema téhele, et ¢c(X) = p(Xc) saame keskmis-
tades

/ p(Xe)dXg = p(Xs), R=C\S:
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ning globaalne kooskdla on ilmne. Kuna potensiaalifunktsioonid, mis rahuldavad
lokaalset kooskdskdla defineerivad Uhe Uhisjaotuse vastavalt valemile (??). Siis
globaalne koosk®dla tingimus kindlustab dige Uhisjaotuse tekke. O

Kui muutujad X on diskreetsed, siis kddub integraal summa margiks. Sel-
lel tulemusel pbhineb jargmine klikipuu potensiaalide maaramise algoritm, mis
koosneb kolmest jarjestikusest operatsioonist: potensiaalide initsialiseerimine ja
lokaalse kooskdla tagamine.

Kui juhuslike sauuruste vaartused on diskreetsed, siis saab tGendosusjaotusi
hoida tabelites ning vajalik algoritm on lihtsasti realiseeritav. Seet6ttu vaatame
edaspidi vaid diskreeteid juhuslikke suurusi.

Initsialiseerimiseks voetakse ¢~ = 1 ning iga tipu X; korral korrutatakse
vastava Kliki potensiaali ¢¢(X) = ¢c(X)p(X;|Pa(X;)). Moraali konstruktsioon
kindlustab, tipu eelaste thte klikki kuulumist. Eraldajahulkade potensiaalid vGe-
takse ¢ = 1. Pérast initsialiseerimist kehtib globaalne kooskdla kui lokaalne
kooskdla on rikutud.

Lokaalse kooskdla saavutamine pdhineb naaberklikkide mdjutamisel l1abi er-
aldushulkade. Uhte sellist vastasmdju nimetatakse teateks (message) ning teate
edastamine klikkide C' ja D vahel koosneb kahest etapist.

1. Keskmistamine. Salvetakse eraldushuga potensiaali tabel ¢2“ ning leitakse
uus tabel keskmistamisel

/ H(Xe)dXr = 6(Xs), R=C\S;

2. Neelamine. Kliki D potensiaali muudetakse

s

¢p = ¢Dm
S

Erandina loetakse 0/0 = 0, see kindlustab korrektse tulemuse [?]. Kuna (ihe teate
edastamisel muutub vaid eraldajahulga ning teadet vastuvdtva kliki potensiaal, siis
vOrdus

OBt _ o8 o5 o8 _ op

031 03108t 65 o
kindlustab globaalse koosk®dla séilimise.

Sonumite saatmise jarjekorra madramiseks valitakse puus juurtipp ning tGes-
tusmaterjali (evidence) kogumiseks saadavad esmalt lehed teated vahetippudele
ning seejarel vahetipud jargmistele vahetippudele, kuni jéutakse juureni. Oluline
on sealjuures vaid see, et iga tipp saadab teate pérast seda kui kdik tema alluvad
on talle teated edastanud. Teises faasis saadab juur oma alluvatele teate ning need
saadavad seda edasi oma alluvatele. Siin on oluline, et iga tipp saadaks teate edasi
ainult parast seda kui talle on teade tulnud.
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Theorem 12. Péarast tbestusmaterjalik kogumist ning selle laialisaatmist on rahul-
datud ni globaalne kui lokaalne kooskéla tingimus.

Korrektuur. Tdestuseks on indukstsioon ule klikipuu tippude arvu. Vaatame vaid
testuse olulisemat fragmenti—kahe tipu korral viib sénumite vahetus tulemuseni.
Olgu meil

¢s=/¢chR, ¢%=/¢DdX§e, R=C\S, R=D\S,

siis parast teist sOnumit on ¢ = ¢ps/p%? ja kooskdla kehtib D ja S vahel.
Teisest kiljest

!
[ ormaxa= [ oc 25k dxn = dyos/o
¢S¢5
Taielikus tbestuseks tuleb tahele panna kahte asja. Esiteks uue ¢ s poolt tekitatud
muutus on tipust véljuvate servade suhtes konstant. Teiseks tdestus laheb l&bi su-
valiste tipuhulkade C' ' D = S Korral, see td4hendab nee ei pea olam klikid. Kuid
tdpsemad detailid jateme lugejale [?]. O

Saadud tulemused vBimaldavad meil optimeerida eksperdi poolt Kirjeldatud
eelteadmisele vastava meid huvitava tdenadosusjaotuse arvutamist. Muuseas kui
teateid dnnestub toddelda simbolarvutuse votetega, siis saab sama algoritmi rak-
endada ka pidevatele jaotustele. Eriti heas seisus on normaal ehk gaussi jaotus,
mis on kinnine korrutamise ja keskmistamise suhtes!

10 Bayesi vOrgu treenimine

Madningates olukordades puudum meil piisav teadmus probleemist ning me soovime
andmeid kasutada dppimiseks. Naiteks osakab ekspert koostada vaid pohjuslikke
seosed kandva Bayesi vorgu kuid j&&b hatta tinglike tdendosuste maaramisel. VVoi
mis veelgi hullem pole teada isegi Bayesi vorgu tapset struktuuri. Vastavalt Bayesi
statistika pohi printsiibile tuleb leida igale struktuurile vastav tden&osus ning keskmis-
tada Ule kdigi mudelite vastavalt leitud kaaludele. Reegline pole selline lahenem-
ine arvutuslikult vdimalik ning seetdttu kasutatakse MAP (maximum a posteriori)
hinnangut, see tdhendab leitakse mudel mille tdendosus peale andmete registyreer-
imist on suurim. Kuid ka selliste mudelite leidmine on mittetriviallne ning seet&ttu
kasutatakse ligikaudseid MonteCarlo meetodeid, mis genereerivad mudeleid vas-
tavalt nende tdendosusjaotustele. Tuntumad meetodid pdhinevad Gibbsi ja Metropolise[?]
algoritmidel. Teiseks edukaks lahenemiseks Bayesi vorgu parameetrite fikseerim-
isel on EM-algoritm [?]
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Teiseks huvitavaks kiisimuseks on téestusmaterjalik kasutamine. Bayesi vork
kodeerib teatavasti meie usku juhuslike suuruste erinevate véartuste esinemise
tbendosuse kohta. Vastavalt Bayesi printsiibile saame me parandada hinnangut
meid huvitava suuruse téendosusjaotuse kohta, kui me registreerime teiste suu-
ruste vaartusi. Néaiteks saab erinevate siimptomite esinemisest jareldada haiguse
tbenéosust.

Tahistame registreritud suuruste hulka X, ja neile vastavaid VA&rtusi xps.
Kui meid huvitab tdendosus p(V' | X,5s = Zops ), SiiS Vastavalt Bayesi printsiibile

p(‘/a Xobs = :L‘Obs)
V Xo s = Lobs) =
p< ‘ ’ ’ ) p(Xobs = CEobs)

ning selle arvutamise saab kergesti ltlitada kliki potensiaalide leidmise algoritmi.
Ainus mis muutub on initsialisatsiooni samm. Kui X; € X, siis loeme kliki
C > X; potensiaali

$c(X) =0,  X;#a

Padrast seda muutust rahuldab algjaotus globaalne kooskdla tingimust p( X', X,bs =
x°%) ning parast lokaalse tingimuse rahuldamist saame jaotusele p(X,ops, Xobs =
x°%) vastavad potensiaalid. Ntud

V, X,bs = )
X, = obsy _ p( » Lo
PV Xobs = 2%) = 0 X s = 291

ehk mei tuleb teha kaks kesmistamist tile klikkide.

Seda algoritmi saab kergelt modifitseerida nii, et arvutuste vahetulemused
cache-takse ja iga uue vaatlustulemuse jaoks pole tarvis otsast peale alustada.
Lisaks sellele on olemas veel mitmeid konkreetseid nippe mis muudavad arvu-
tuseeskirja veelgi efektiivsemsks tdpsemalt vaata Huang ja Darwiche tlevaate ar-
tiklit [?]

11 Lisa 1: Elemente graafiteooriast

12 Lisa 2: Mdobiuse inversioon

Kuigi tavaliselt radgitakse Modbiuse inversioonivalemis vaid alamhulkade ja sisal-
duvusseose kontekstis, siis tegelikult saab Modbiuse inversiooni kasutada igasug-
use osalise jarjestuse korral.
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Theorem 13. Olgu S osaliselt jéarjestatud hulk, siis funktsioonid F,G : S — R
rahuldavad tingimust

VyeS: Fly) =) Gly) < WyeS: Gly) =) uyz)F(y),

<y z€S
kus . on Uheselt maaratud Moobiuse funktsioon.

Theorem 14. Igas osaliselt jarjestatud hulga S korral saab M6dbise funktsiooni
w Uheselt maarata seosestest (x, y) = 0, kui x 2 y ning

Z (2 y) = 1, kuiz =z,
vepes ’ 0, kuizx# z.

Korrektuur. Teoreemide tdestused vGib leida kombinatoorika 6pikuist[?] O

Vaatleme niiiid meile olulist erijuhtu, kus hulga S moodustab graafi klikkide
hulk C koos koigi tippude hulgaga X'. Lihtne on mdista, et sisalduvusseos indut-
seerib osalise jarjestuse hulgal S. Kuna iga kliki alamhulk on klikk, siis iga ahela
A C C korral

> e =S oey(y) =a-n

ACBCC k=0

kus n = |C\ A|, seega iga Klikipaari B C A korral u(A,B) = (—1)4-18,
Olgu C° maksimaalsete klikkide hulk, siis on lihtne veenduda p(X', X) = 1 ja
u(X,C) = -1, C € C°. Kerge on taibatA

Ning seega votab Mdobiuse inversioonivalem kuju

G(A) =) (-1)APIF(B), Aec.

Bec
BCA

13 Lisa 3: Grimmetti teoreemi toestus

Korrektuur. Tdestuseks, toome sisse logaritmilised potensiaalid v4 : X4 — R,
kus A C SjasS ={1,...,n}. Selleks fikseerime tihe vdimaliku vaartustuse z° ja
defineerime projektsioonid 74 (X) = (X7,..., X)) nii, et X/ = X; kuii € A ja
X! =29 kuii ¢ A. See voimaldab otsida vdrdustele

logp(ra(X)) = wp(X), ACS
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vastavaid potensiaale. Kuna alamhulkadehulk moodustab osalise jarjestuse, siis
stisteemi lahend on méératud Mdobiuse inversioonivalemiga (?7?)

va(X) = (=) Pllog p(rp(X)).

BCA

Projektsiooni omaduste tGttu on v 4 tegelikult maaratud X 4 vaartustega. Tdestuse
I6petamiseks tuleb ndidata v4, = 0, kui A pole graafi klikk. Selleks pole vaja
midagi muud kui toorest joudu. Kui A pole klikk, siis leiduvad tipud X; ja X,
mille korral 1(X;, X;|X \ {X;, X;}). Olgu A° = A\ {1, j}, siis

va(X) = Y (1) Blog p(rp(X)) = Y (-1 Bog p(mrpusy (X))

BCA° BCA°
- Z 1)l 41718l og p( gy (X)) + Z (=)= 1Blog p(r gy, 5y (X))
BCA° BCA°

— |A°| | B p( ( ))p(ﬂ-BU{Z]}( ))
Bgo tog p(ﬂBU{z}(X» (WBU{]}(X))

On Ulimalt oluline veenduda, et logarimi vBetakse alati Uihest. Selleks tuleb hoo-
likalt dekodeerida kriptiline kirjapilt. Selguse méttes olgu B = {1,...,m}, i =
m+1jaj=m+ 2, siitsaame

p(mp(X)) :p<X17'"’Xm7$?n+17$?n+27""x?z)
p(ﬂ-BU{z}(X)) :p(Xla"'aXmaXm—Flal‘(r)n-FQa'"ax(r)),)
p(WBU{j}(X)) :p<X1,...,Xm,.’L'?n+1,Xm+2,...,I?L)

P(WBu{i,j}(X)) = p(Xl, .. ,Xm, Xm—f—l; Xm+27 e ,l‘g)

Kaiki liilkmeid saab jagada labi p(Xi, ..., X, 23, 5...,22) ning jarele jadvad
jarele korrutised

(@11 X1, oo Xy Togg -« o T )D(To 0| X1y e e vy Xy T3 - - -5 To)
P( X1 | X1y ey Xy Ty s o) D(T 0] X1y ooy Xy Tz« - -5 T0)
(o 11 X1, Xy Tz - - - TP Ko Xy ooy Xy 20 g o, 20)
P( Xt 1| X1y vy Xoms Tosg - s To)D(Xima| Xy o ooy Xomy Ty ),

mis taanduvad nimetajast lugejast vélja. Sama tdestus laheb Iabi suvalise B korral
ning seega tbesti v, = 0. See aga tdhendab

p(X1, X, ..., Xp) = [ [ exp(ve(Xc)).

ceC
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Viimaseks néitame, et summa ule k8igi klikkide C v6ib asendada summaga ule
maksimaalsete klikkide C,,.. VOrduse hoolikamast lahtikirjutamisest

logp(X) =Y > (=) Plogp(rp(X)) => Y (=1)“1Phog p(rp(X))

cec DCC DeC Cec:
= DCC

on ndha, et D panus summasse on 0, kui D pole masimaalne klikk, sest

S (-1 = -y,

CecC:
DCcC

kusn = |E \ C|jaC C F onmaksimaalne Klikk.
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