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Loeng 11. Mitmemõõtmelised meetodid.
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Peakomponentanalüüs (principal component analysis, PCA)

ja kohe allpool seletatav diskriminantanalüüs kuuluvad mitmemõõtmeliste meetodite    (multivariate methods) hulka. Selliseid meetodeid iseloomustab see, et igast objektist on samaaegselt mõõdetud paljude muutujate väärtused ja keskseks eesmärgiks on saadud informatsiooni korrastada, st asendada algne suur hulk muutujaid väiksema arvu muutujatega, selles väiksemas arvus on siis lihtsam orienteeruda. Pane siis tähele, et peakomponentanalüüsis me ei testi veel midagi, me vaid teisendame andmestikku võimaldamaks edasisi teste või muid asjakohaseid operatsioone.


Alustame olukorrast, kus moodustame mitmest omavahel korreleeruvast muutujast ühe peakomponendi. Peakomponent (principal component, PC) on sirge, mis näitab ära suuna, milles mitmemõõtmeline andmepilv (telgi ja mõõtmeid on seal nii palju nagu muutujaid) on enim välja venitatud. Tekib uus muutuja Z, mis on tõlgendatav kui iga vaatluse koordinaat selle peakomponendi suhtes (component score). See leitakse niimoodi, et igast punktist joonistatakse ristlõik sirgeni ja nullväärtus pannakse kokkuleppeliselt andmepilve keskele. Ristlõigukese ja sirge lõikepunkti kaugus nullpunktist ongi siis see component score. Selle uue muutuja väärtus Z iga objekti (vaatluse) tarbeks on arvutatav vanade muutujate väärtustest, arvutamise valem ongi üheks peakomponentanalüüsi väljundiks. Ehk siis component score Z on esitatav algsete muutujate X1, X2, X3 .... jne lineaarkombinatsioonina (“lineaar-“ seepst, et miski pole ruudus ja X-e pole omavahel korrutatud jne.), näiteks:

Z = a1,1X1 + a1,2X2 + a1,3X3+ .....


Olgu meil hakatuseks näiteks olukord, kus me tahame teada, kuidas munetud munade arv sõltub liblika vanusest (st ajast, mis on kulunud valmiku koorumisest). Püüdsime metsast hulga liblikaid, aga me ei tea, millal miski liblikas koorus, st vanust ei saa otse mõõta, kuid me võime hinnata mitut muutujat, mis vanusega oletatavasti korreleeruvad. Nii korreleeruvad vanusega usutavasti 1) tiibade kulumise aste; 2) tiibade katkisuse aste; 3) püügi kuupäev. Need kõik korreleeruvad omavahel, kuid samas pole põhjust arvata, et üks neist iseloomustaks vanust paremini kui teised kaks ja sobiks seega üksi mängima liblika vanuse hinnangu osa. Siin ongi asjalikuks lahenduseks “võtta need muutujad kokku” üheks peakomponendiks. Näites on lisaks veel muutuja “suurus”, mis on siin üsna mõttetu ja ongi siin just selle mõttetuse illustreerimiseks.

Mänguandmestik selline:

	nr
	kulumus
	katkisus
	kuupäev
	suurus
	mune

	1
	5
	4
	1
	3
	100

	2
	6
	2
	1
	2
	90

	3
	8
	6
	5
	3
	85

	4
	9
	7
	5
	2
	88

	5
	10
	8
	6
	1
	67

	6
	8
	9
	7
	2
	50

	7
	9
	9
	6
	3
	45

	8
	11
	9
	8
	4
	40

	9
	13
	8
	7
	3
	30

	10
	15
	12
	9
	2
	20


Veendume kõigepealt, et muutujad korreleeruvad omavahel. Korrelatsioonitabel järgmine:


                                      Correlation Matrix

                                  kulu       katki        kuup        suur

                     kulu       1.0000      0.8208      0.8642      0.0000

                     katki      0.8208      1.0000      0.9512      0.0000

                     kuup       0.8642      0.9512      1.0000      0.0733

                     suur       0.0000      0.0000      0.0733      1.0000

Korreleeruvad küll (peale suuruse), kui see nii poleks, poleks ka mõtet uskuda, et nad kõik vanusega korreleeruvad, st me ei hakka omavahel mittekorreleeruvatest muutujatest peakomponenti tegema; nüüd see nii pole ja seega hakkame.

Peakomponentanalüüsist saame järgmised tulemused:

                               Prin1      

                 kulu       0.560571      

                 katki      0.580470      

                 kuup       0.590094      

                 suur       0.024567      

mis tähendab siis seda, et see hinnanguline vanus oleks arvutatav valemi järgi:

vanus = 0,56*kulumus+0,58*katkisus+0,59*kuupäev+0,02*suurus.

Selle valemi järgi on igale liblikale võimalik leida koordinaat selle uue telje suhtes  (component score) ehk siis hinnanguline vanus. Siin need vanused on (et siis sobiv lisada eelpoolesitatud tabeli viimaseks tulbaks):

1   -2.48

2   -2.74

3   -0.64

4   -0.28

5    0.30   

6    0.38

7    0.37

8    1.21

9    1.13   

10   2.73   
... negatiivsete väärtuste peale ei tasu ehmatada, sest “null” pannakse siis vaikimisi valimi keskele.

Selline väärtus koondab siis endasse informatsiooni kolmest erinevast muutujast, mis küll kõik seda vanust iseloomustavad, aga üheselt ei mõõda seda - ja sellist nõksu saame kasutada alati, kui tahame hinnata mingi muutuja väärtust, mis pole otseselt mõõdetav kas tehnilistel põhjustel või ka sisuliselt (nt tuju), kuid millel siiski on asjalik tõlgendus ja millega korrelatsioonis olevad muutujad on mõõdetavad. Nii võime mõõta mitmeid inimese käitumist iseloomustavaid parameetreid (nt naeratusi minutis, pisaraid tunnis) ja nendest arvutatud peakomponenti tõlgendada kui tuju mõõtu. Selline tõlgendus on juba puhtalt sisuline küsimus, see ei ole statistika küsimus. Kui algmuutujad omavahel ei korreleeru, pole peakomponentanalüüsi mõtet rakendada – siis ei olegi ju põhjust eeldada, et nad sama asja kirjeldavad. 


Seda uut muutujat “vanus” saame siis edaspidistes analüüsides kasutada, näiteks uurida munetud munade hulga sõltuvust vanusest.

Nt nii:
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Operatsiooni mõte oli siis järgmine: selle asemel, et uurida munetud munade arvu sõltuvust igast vanusega usutavasti korreleeruvast muutujast eraldi (mis oleks keerulisem nii läbi viia kui ka tõlgendada), piirdume ühe ja ka sisuliselt asjalikuma analüüsiga.


Eelmises näites arvutasime siis ühe peakomponendi. Peakomponent on sirge, mis näitab ära suuna, milles mitmemõõtmeline andmepilv on enim välja venitatud, ehk siis selle andmepilve “telg”. Kui algmuutujaid on palju, siis võib see paljumõõtmeline andmepilv olla väga mitmes sõltumatus suunas välja venitatud ja on võimalik samadest andmetest arvutada korraga mitu üksteisega risti olevat peakomponenti.


Nii võime mõõta inimese käitumist iseloomustavaid muutujaid (algmuutujad) ja saadud andmestikust arvutada peakomponendid, mis on tõlgendatavad iseloomuomadustena. Algmuutujad võiksid olla 1) hommikuse ärkamise kellaaeg, 2) telefonikõnede arv (päevas), 3) tehtud sammude arv, 4)  kirjutatud e-mailide arv, 5) naeratuste arv, 6) sõnaliste konfliktide arv, 7) valitsuse kirumiste arv, 8) kasutatud positiivsete emotikonide arv. Usutavasti korreleeruvad neli esimest omavahel ja neli viimast jällegi omavahel, küll aga ei korreleeru esimese neliku omad teise neliku omadega. Kui nüüd lasta arvutil arvutada kaks peakomponenti, siis usutavasti arvutab ta nad nii, et esimene neist korreleerub nelja esimesega algmuutujaga ja teine  neist nelja viimase algmuutujaga. Esimest peakomponenti võime tõlgendada „aktiivsusena“, teist „positiivsusena“. Seda tõlgendust me ei tea muudmoodi kui et uurime, milliste algmuutujatega see esimene korreleerub ja mis neil ühist on. Peakomponentidele me võime leida sisuka tõlgenduse, aga võime seda ka mitte leida.
Tehniliselt siis nii, et iga objekti kohta arvutatakse kahe uue muutuja väärtused (kaks erinevat component score’t), kumbki siis tõlgendatav koordinaadina ühe telje, peakomponendi suhtes.

Z (1)= a1,1X1 + a1,2X2 + a1,3X3+ .....

Z (2) = a2,1X1 + a2,2X2 + a2,3X3+ .....

Kui tellime programmilt kahe peakomponendi arvutamise, on tulemuseks siis need a-d seal just esitatud võrrandites.
Tulemus esitatakse ordination plot’na (ordinatsioonidiagrammina), näiteks nii:

[image: image2]
Iga roheline või punane punkt on siis ühe inimese asend sellel uuel tasandil, vastavad component scored leiame, kui joonistame ristlõigud telgedeni. Sellist analüüsi teeme ja pilti joonistamegi asjast ülevaate saamiseks, ehk oleme siis algselt kaheksamõõtmelise (nii mitu kui meil muutujaid oli) varieeruvuse taandanud kahemõõtmeliseks, ehk siis jällegi ei testi veel midagi. Nii näiteks saame vaadata, kas vasakukäelised (rohelised punktid) ja paremakäelised (punased punktid) inimesed erinevad üksteisest iseloomude poolest. Kaheksamõõtmelisest olukorrast oleks seda palju kehvem vaadata olnud.  
Diskriminantanalüüs

on ka mitmemõõtmeline meetod, kus arvutame telgi, aga tegevus erineb PCA’st põhimõtteliselt oma probleemipüstituse poolest. Siin on meil objektide kuulumine diskreetsetesse klassidesse enne analüüsima asumist teada ja ülesandeks on leida meetod, kuidas hulga mõõdetud muutujate põhjal kõige paremini otsustada, millisesse klassi uus uuritav objekt kuulub.


No näiteks olgu vaja määrata roolinde, mis mitte lihtne tegevus pole. Olgu meil hulk linde, mille liik on DNA põhjal kindlalt määratud. Rändeaegse massrõngastamise ajal pole aga võimalik DNA-teste läbi viia ja tuleb piirduda morfoloogiliste mõõtmetega, mida on aga võimalik võtta näiteks kuni kümme. Küsime, milline lineaarkombinatsioon nendest mõõtmetest annab muutuja, mille põhjal oleks linnu liigi määramine kõige kindlam. Diskriminantanalüüs annab vastuse - ta leiab ühe uue telje läbi kümnemõõtmelise andmepilve nii, et iga punkti koordinaat sellel telje suhtes oleks võimalikult informatiivne linnu liigi määramisel. Sellel teljel on siis miski kriitiline väärtus, millest ühel pool olevad väärtused annavad tunnistust ühte, teisel pool olevad väärtused teise liiki kuulumisest. Ehk siis see kõige õigem lineaarkombinatsioon (ja vastav kriitiline väärtus) on selline, mis annab kõige veakindlama otsustusalgoritmi.


Ehk siis nii, et kui oleme läbi uurinud kindlalt määratud linnud ja diskriminatanalüüsi läbi viinud, siis saame tulemuseks mingi umbes järgmise eeskirja: “arvuta 5,7*saba pikkus - 7.8*noka pikkus - 0,67*kaal  ja kui saadud tulemus >8,7, siis on su käes tiigi-roolind”. Ehk siis diskriminantanalüüsi ülesandeks on leida eeskiri, mille järgi on eksimine kõige vähem tõenäoline.

*********************** jutu lõpp *******************************************
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